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1. Tek Katmanlı Algılayıcı (Single-Layer Perceptron - SLP)

2. Çok Katmanlı Algılayıcı (Multilayer Perceptron - MLP)

3. Radyal Tabanlı Fonksiyon Ağı (Radial Basis Function Network -

RBF)

4. Hopfield Ağı (Hopfield Network)

5. Öğrenme Vektör Nicemleme (Learning Vector Quantization - LVQ)

6. İleriye ve Geriye Yönelik Bağlantılı Bellek (Bidirectional

Associative Memory - BAM)

7. Karşı Yayılım Ağı (Counterpropagation Network)

8. Öz Düzenleme Teorisi (Adaptive Resonance Theory - ART)

1. Evrişimsel Sinir Ağları (Convolutional Neural Networks -

CNN)

2. Tekrarlayan Sinir Ağları (Recurrent Neural Networks - RNN)

3. Uzun Kısa Süreli Bellek Ağları (Long Short-Term Memory -

LSTM)

4. Gated Recurrent Units (GRU)

5. Dönüştürücü Ağlar (Transformer Networks)

6. Otoenkoderler (Autoencoders)

7. Üretici Çekişmeli Ağlar (Generative Adversarial Networks -

GAN)

8. Graf Sinir Ağları (Graph Neural Networks - GNN)

9. Kapsül Ağları (Capsule Networks)

10. Boltzmann Makinesi (Boltzmann Machine)

11. Olasılıksal Sinir Ağları (Probabilistic Neural Networks - PNN)

Klasik Ağ Mimarileri Modern Ağ Mimarileri

Mimarilerin Sınıflandırılması



Modern Ağ
Mimarileri
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1. Evrişimsel Sinir Ağları (Convolutional Neural Networks - CNN)

2. Tekrarlayan Sinir Ağları (Recurrent Neural Networks - RNN)

3. Uzun Kısa Süreli Bellek Ağları (Long Short-Term Memory - LSTM)

4. Gated Recurrent Units (GRU)

5. Dönüştürücü Ağlar (Transformer Networks)

6. Otoenkoderler (Autoencoders)

7. Üretici Çekişmeli Ağlar (Generative Adversarial Networks - GAN)

8. Graf Sinir Ağları (Graph Neural Networks - GNN)

9. Kapsül Ağları (Capsule Networks)

10. Boltzmann Makinesi (Boltzmann Machine)

11. Olasılıksal Sinir Ağları (Probabilistic Neural Networks - PNN)

Modern Ağ Mimarileri

Mimarilerin Sınıflandırılması



Evrişimsel Sinir Ağları

Convolutional neural 
networks -CNN
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• Evrişimsel Sinir Ağları (Convolutional Neural Networks -

CNN), yapay sinir ağlarının bir türüdür ve özellikle görüntü

işleme, video analizi, ses tanıma gibi alanlarda son derece

etkili çözümler sunar.

• CNN'ler, verilerdeki mekansal ve zamansal ilişkileri

algılayarak belirli özellikleri otomatik olarak çıkartabildikleri için

yaygın olarak tercih edilmektedir.
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• CNN'ler, evrişim (convolution), havuzlama (pooling) ve tam bağlantılı (fully

connected) katmanlardan oluşan katmanlı bir yapıya sahiptir. Bu 

katmanlar, görüntüdeki temel özellikleri çıkarır ve analiz eder.

• CNN’in temel amacı, görüntülerdeki temel özellikleri küçük pencereler 

(filtreler veya çekirdekler) ile tarayarak her katmanda daha karmaşık 

özellikleri öğrenmektir.

• Veriyi çeşitli katmanlardan geçirerek, her katmanda verinin daha yüksek 

seviyede özelliklerini çıkartır ve sonunda bir sınıflandırma veya tahmin 

yapar.

CNN Yapısı ve Çalışma Prensibi
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• Evrişim Katmanı (Convolutional Layer): Bu katman, küçük filtreler kullanarak

veriyi tarar ve özellik haritaları (feature maps) çıkarır. Filtreler, kenarları,

dokuları, şekilleri gibi görüntü özelliklerini yakalamaya yardımcı olur.

• Havuzlama Katmanı (Pooling Layer): Özellik haritalarının boyutunu küçülterek

işlem hızını artırır ve modelin genelleme kapasitesini iyileştirir. Maksimum

havuzlama (max pooling) yöntemi en sık kullanılanıdır.

• Tam Bağlantılı Katman (Fully Connected Layer): Son katmanda, tüm

özellikler bir vektör haline getirilir ve sınıflandırma işlemi yapılır.

Ana Katmanlar
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• CNN’ler, evrişim ve havuzlama katmanları sayesinde görüntüdeki belirgin

özellikleri çıkarır ve boyutları küçültür. Bu özellik çıkarma işlemi,

görüntünün küçük detaylarından genel bir temsilini oluşturur.

• Modelin derin katmanlarında giderek daha karmaşık özellikler öğrenilir;

örneğin, yüz tanıma işlemi yapan bir CNN’de ilk katmanlarda kenarlar,

köşeler gibi basit özellikler öğrenilirken, daha derin katmanlarda göz,

burun gibi nesne bileşenleri tanımlanabilir.

Özellik Çıkartma ve Boyut Küçültme
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• CNN’ler, klasik sinir ağlarına göre daha az parametre 

kullanır çünkü filtreler tüm görüntü boyunca aynı ağırlık 

değerleriyle gezdirilir. 

• Bu, hem modelin hafızasını korur hem de eğitim sürecini 

hızlandırır.

Parametre Azaltma
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• Otomatik Özellik Çıkarma: Verideki özellikleri elle belirleme gereksinimini

ortadan kaldırır, verilerden otomatik olarak özellik çıkartır.

• Genel Özellik Öğrenimi: Farklı filtre boyutları ve yapılar sayesinde veri 

setinden genelleme yapma becerisine sahiptir.

• Yüksek Performans: Görüntü ve ses gibi yüksek boyutlu verilerde 

oldukça yüksek doğruluk sağlar.

• Görüntü İşleme Uygulamaları İçin İdeal: Kenar tespiti, nesne tanıma, 

görüntü sınıflandırma gibi görevlerde oldukça etkilidir.

Avantajları
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• Veri İhtiyacı: CNN'ler, özellikle derin yapılar için çok miktarda veri gerektirir.

• Hesaplama Gücü: Büyük miktarda veriyi işlemek için yüksek hesaplama

gücü gerektirir, bu nedenle GPU veya TPU gibi özel donanımlar

kullanılabilir.

• Aşırı Öğrenme (Overfitting): Özellikle küçük veri kümelerinde, model veri

setine aşırı uyum sağlayabilir. Bu durumda, Dropout veya veri artırma gibi

yöntemler kullanılır.

Dezavantajları
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• Görüntü Sınıflandırma: Görüntülerdeki nesneleri sınıflandırmak için

kullanılır.

• Nesne Algılama: Görüntü veya videolarda nesneleri tanımlamak ve

sınıflandırmak için kullanılır.

• Tıbbi Görüntüleme: Radyoloji, patoloji gibi alanlarda hastalık teşhisi için

kullanılır.

• Doğal Dil İşleme (NLP): Konvolüsyonel ağlar, dil modelleme ve metin

sınıflandırma gibi NLP görevlerinde de kullanılır.

• Otonom Araçlar: CNN’ler, otonom sürüşte nesne tanıma ve yol

işaretlerini algılamak için kullanılır.

Uygulama Alanları
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Robotik Görüntü İşleme:

• Nesne tanıma, konumlandırma ve izleme

• Otonom robotların çevresini algılayarak engellerden kaçması

• Görsel rehberli montaj ve kalite kontrol

Endüstriyel Otomasyon:

• Üretim hattında kalite kontrol ve hata tespiti

• Ürün yüzeyindeki kusurların veya hasarların otomatik tespiti

• CNC makinelerinde yüzey tanıma ve malzeme sınıflandırma

Otonom Taşıma Sistemleri:

• Otonom araçlar ve insansız hava araçları (İHA) için görüntü 

tabanlı navigasyon

• Çizgi takip ve harita oluşturma

• Gerçek zamanlı engel algılama ve yol bulma

CNN Mekatronik Mühendisliği Uygulama Alanları
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Güvenlik ve Gözetim Sistemleri:

• Görüntü tabanlı anomali algılama ve güvenlik kontrolü

• Güvenli alanlarda izinsiz giriş tespiti

• İnsan algılama ve davranış analizi

Medikal Robotik:

• Tıbbi görüntü işleme ve tanı destek sistemleri

• Cerrahi robotlarda hassas konumlandırma ve doku tanıma

• Hastaların hareketlerini izlemek için insan vücudu hareket 

analizleri

Tarım ve Ziraat Robotları:

• Bitki hastalıklarını veya zararlı böcekleri tanıma

• Hasat robotları için olgunluk tespiti

• Tarım dronları için görüntü tabanlı analiz ve veri toplama

CNN Mekatronik Mühendisliği Uygulama Alanları
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Yapay Zeka Destekli Bakım ve Arıza Tespiti:

• Makine parçalarının aşınma ve yıpranma durumunu görüntü 

işleme ile analiz etme

• Termal kameralarla sıcaklık analizine dayalı erken uyarı 

sistemleri

• Arıza tespiti için endüstriyel cihazlarda görüntü temelli teşhis

İnsan-Makine Etkileşimi:

• Hareket ve yüz ifadelerini tanıma

• Jest ve mimiklerle robotların kontrol edilmesi

• Sanal gerçeklik uygulamalarında hareket algılama

3D Görüntü ve Haritalama:

• 3D modelleme ve görüntü tabanlı haritalama

• Mekanik bileşenlerin 3D görüntülerini işleyerek boyut kontrolü

• Otonom sistemlerde üç boyutlu çevre algılama

CNN Mekatronik Mühendisliği Uygulama Alanları



CNN 
Mimarisi
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https://medium.com/techiepedia/binary-image-classifier-cnn-using-tensorflow-a3f5d6746697

CNN Mimarisi
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• CNN, genellikle 2 boyutlu veya 3 boyutlu verileri (örneğin, 

görüntülerin yükseklik, genişlik ve renk kanalları) alarak 

başlar.

• Girdi katmanının boyutu, modelin öğrenmesi gereken 

özelliklerin detayını etkiler. Renkli bir görüntü genellikle 3 

kanal (RGB) olarak temsil edilir.

Girdi Katmanı
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• Bu katman, veri üzerinde kayan filtreler (kerneller) kullanarak özellik 

çıkarımı yapar.

• Filtre, giriş görüntüsünün farklı bölgeleri üzerinde gezdirilir ve her konumda 

nokta çarpımı yapılarak bir özellik haritası (feature map) oluşturulur.

• Filtre sayısı, modelin öğrenebileceği özellik çeşitliliğini belirler. Örneğin, ilk 

evrişim katmanında kenarlar tespit edilirken, daha derin katmanlarda daha 

karmaşık özellikler öğrenilir.

• Her evrişim katmanı bir aktivasyon fonksiyonu (çoğunlukla ReLU) ile birlikte 

çalışır ve doğrusal olmayan özellikleri öğrenmesini sağlar.

Evrişim Katmanı (Convolutional Layer)
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• Havuzlama katmanı, verinin boyutunu küçülterek işlem

gücünü azaltır ve modelin genel performansını artırır.

• Maksimum Havuzlama (Max Pooling) en yaygın kullanılan

havuzlama yöntemidir. Her filtre alanındaki maksimum değeri

alarak daha önemli özelliklerin korunmasını sağlar.

• Boyut küçültme, aynı zamanda aşırı öğrenme (overfitting)

riskini azaltır ve modelin genel özellikleri tanımasına yardımcı

olur.

Havuzlama Katmanı (Pooling Layer)
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• CNN'in son aşamasında yer alan bu katmanda, elde edilen özellik

haritaları düz bir vektör halinde açılarak tam bağlantılı (fully

connected) bir yapıya bağlanır.

• Bu katmanda, tüm nöronlar birbirine bağlıdır, bu sayede tüm

özellikler sınıflandırma veya tahmin sürecine katkıda bulunur.

• Son katmanda sınıflandırma veya regresyon işlemleri yapılır.

Örneğin, görüntüdeki nesneleri sınıflandırmak için softmax

fonksiyonu kullanılabilir.

Tam Bağlantılı Katman (Fully Connected Layer)
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• Dropout: Eğitim sürecinde bazı nöronları rastgele kapatarak

aşırı öğrenme (overfitting) riskini azaltır. Dropout oranı

genellikle %20-50 arasında seçilir.

• Batch Normalization: Girdi verilerini normalleştirerek modelin

daha hızlı ve stabil öğrenmesini sağlar. Bu sayede daha derin

katmanlı ağlarda eğitim süreci hızlanır ve modelin genelleme

kapasitesi artar.

Düzenleme (Regularization) Katmanları
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• Çıkış katmanı, modelin tahmin ettiği sınıfları veya sayısal

değerleri içerir. Sınıflandırma problemlerinde softmax

fonksiyonu gibi aktivasyon fonksiyonlarıyla sonuçlar normalize

edilir.

• Çıkış katmanı genellikle veri türüne ve yapılacak göreve bağlı

olarak değişiklik gösterir. Örneğin, ikili sınıflandırma için tek

bir çıkış nöronu, çok sınıflı sınıflandırma için sınıf sayısı kadar

çıkış nöronu kullanılır.

Çıkış Katmanı
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• LeNet: İlk CNN mimarilerindendir ve özellikle el yazısı rakamların tanınmasında

kullanılmıştır.

• AlexNet: 2012 yılında popüler hale gelen ve derin öğrenme devrimini başlatan

mimaridir. Derin katman yapısı ve ReLU aktivasyon fonksiyonuyla öne çıkar.

• VGGNet: Daha fazla katmanlı bir yapı (16 veya 19 katman) sunarak daha derin

özellikler öğrenmeye olanak sağlar.

• ResNet: Katman sayısının artmasıyla oluşabilecek doğruluk kayıplarını azaltmak

için residual bağlantıları (geribildirim bağlantıları) kullanır.

• Inception (GoogLeNet): Farklı boyutlardaki filtreleri aynı anda kullanarak farklı

ölçekte özellikler çıkarır.

CNN Mimarisi Çeşitleri
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• CNN yapısında, katman derinleştikçe özellik haritalarının sayısı artar,

ancak boyutları küçülür. Bu sayede model, görüntünün büyük ölçüde

küçültülmüş fakat daha zengin ve ayırt edici özelliklerine odaklanır.

Özellik Haritalarının Derinleşmesi ve Küçülmesi
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1. ReLU (Rectified Linear Unit)

2. Leaky ReLU

3. Parametrik ReLU (PReLU)

4. Sigmoid

5. Tanh (Hyperbolic Tangent)

6. Softmax

CNN lerde kullanılan Aktivasyon Fonksiyonları
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Düzeltmeli Doğrusal Ünite (ReLU) Aktivasyon Fonksiyonu

Tanım: En yaygın kullanılan aktivasyon fonksiyonudur. Giriş değeri pozitifse aynı 

değeri verir, negatifse sıfır olarak döner.

Avantajları: Hesaplama olarak verimlidir ve ağın doğrusal olmayan özellikleri 

öğrenmesine yardımcı olur. Aşırı büyük değerleri sınırlandırmadığı için gradyan

patlaması (exploding gradient) problemlerini azaltır.
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• Tanım: ReLU’nun bir türevidir.

Sızdıran Doğrultulmuş Doğrusal Ünite (Leaky ReLU) Aktivasyon Fonksiyonu

ax

Burada a küçük bir pozitif sabittir ve 
genellikle 0,01 gibi küçük bir değer seçilir.
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• Ölen ReLU problemi, bir nöronun çıktısı negatif olduğunda ve tüm girdiler için negatif kaldığında, 

nöronun inaktif hale gelmesine (0 çıktısı vermesine) ve öğrenmesini etkili bir şekilde durdurmasına 

neden olduğunda ortaya çıkar. Bunun nedeni, negatif girdiler için eğimlerin standart ReLU

fonksiyonunda her zaman sıfır olmasıdır.

• Örneğin, bir sinir ağını görüntü sınıflandırması için eğitmeyi düşünün. Ağdaki belirli bir nöron, 

görüntülerdeki belirli özellikleri tespit etmekten sorumlu olabilir. Standart ReLU kullanılırsa ve 

ağırlıklar bu nöronun sürekli olarak negatif girdiler almasına neden olacak şekildeyse, inaktif hale 

gelebilir ve öğrenmeyi durdurabilir. Leaky ReLU kullanılarak, küçük negatif girdiler bile nöronun 

öğrenme sürecine katkıda bulunabilir ve potansiyel olarak inaktif hale gelmesini önleyebilir.

Avantajı:
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a değeri 
değişkendir

"

• Tanım: Leaky ReLU aktivasyon fonksiyonunun bir uzantısıdır. Leaky ReLU'da negatif 

girdiler için eğimi belirleyen bir parametre vardır. PReLU'da ise bu parametre sabit 

değildir; eğitim süreci sırasında öğrenilir ve böylece eğitilebilir bir parametre olur.

ax

«a» değeri parametrik olarak değiştirilir

Parametreli Doğrultulmuş Doğrusal Birim (PReLU) Aktivasyon Fonksiyonu
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• PReLU, Leaky ReLU'nun faydalarını (negatif girdiler için küçük gradyanlara izin vererek

"ölen ReLU" sorununu önler) eğitim sırasında her nöron için 'a' parametresini adaptif

olarak öğrenme yeteneğiyle birleştirdiği için kullanışlıdır.

• Öğrenilebilir bir parametre 'a' kullanmanın en büyük avantajı, ağın kendi başına negatif

girdiler için en uygun eğimi belirleyebilmesidir. Bu, ağdaki farklı nöronların verileri daha

iyi modellemek için farklı eğimlere ihtiyaç duyması nedeniyle gelişmiş performansa yol

açabilir.

• Örneğin; bir sinir ağı kullanarak hayvanları görüntülerden sınıflandıran bir model

oluşturduğumuzu düşünelim. Bu modelin gizli katmanlarındaki nöronlardan birinin,

hayvanların kürk desenlerini tanımaktan sorumlu olduğunu varsayalım. Bazı hayvanlar

belirgin kürk desenlerine sahipken, bazıları daha ince veya belirsiz desenlere sahip

olabilir. PReLU, negatif değerler için en uygun eğimi ('a' parametresi) öğrenerek bu tür

farklılıkları daha iyi kavrayabilir.

Avantajı:
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Karşılaştırma:

Diğer fonksiyonlar için bkz: https://statusneo.com/mastering-activation-functions-unleashing-neural-power/

https://statusneo.com/mastering-activation-functions-unleashing-neural-power/


CNN Mimari
Katmanları
Özeti
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Evrişim Katmanı (Convolutional Layer)
• İşlev: CNN’in temel yapı taşı olan evrişim katmanı, giriş 

verisine filtre (kernel) uygulayarak özellik haritaları 
(feature maps) oluşturur.

• Çalışma Prensibi: Filtre, giriş verisinin üzerinde 
kaydırılır ve her pozisyonda karşılıklı elemanların 
çarpımlarının toplamı alınarak bir özellik haritası elde 
edilir. Her farklı filtre, girişin farklı özelliklerini (örneğin 
kenar, köşe, doku) yakalar.

Aktivasyon Fonksiyonu (ReLU)
• İşlev: Evrişim işlemi sonrası, doğrusal olmayan 

özelliklerin öğrenilmesini sağlamak için aktivasyon 
fonksiyonu kullanılır.

• Çalışma Prensibi: CNN’lerde en yaygın kullanılan 
aktivasyon fonksiyonu ReLU’dur. ReLU, negatif 
değerleri sıfırlar, pozitif değerleri ise olduğu gibi bırakır. 
Bu, modele doğrusal olmayan öğrenme kapasitesi 
kazandırır ve modelin karmaşık desenleri öğrenmesini 
sağlar.
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Stride ve Padding
• Stride: Filtrenin giriş üzerinde kaç adımda

kaydırılacağını belirler. Stride değeri arttıkça özellik
haritasının boyutu küçülür, bu da modelin işlem hızını
artırabilir.

• Padding: Özellik haritasının girişle aynı boyutta
olmasını sağlamak için girişin kenarlarına sıfır
eklenmesidir. Padding kullanıldığında filtre, girişin
kenar bölümlerinde de işlem yapabilir ve boyut kaybı
yaşanmaz.

Havuzlama Katmanı (Pooling Layer)
• İşlev: Özellik haritalarının boyutunu küçültmek ve

modele yerel özelliklerin korunmasını sağlamak için
kullanılır.

• Çalışma Prensibi: Genellikle max pooling tercih edilir
ve özellik haritasının üzerinde kaydırılarak her
bölgedeki en yüksek değeri alır. Bu, modelin daha az
bilgi kaybıyla veri boyutunu azaltmasına ve genelleme
yapabilmesine yardımcı olur.
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Tam Bağlantılı Katman (Fully Connected Layer)
• İşlev: Önceki katmanlarda elde edilen özellikleri

birleştirerek son sınıflandırma veya tahmin işlemlerini
yapar.

• Çalışma Prensibi: Tüm nöronların birbirine bağlı
olduğu bu katmanda, havuzlama katmanından gelen 3
boyutlu özellikler tek boyutlu bir vektöre dönüştürülür.
Bu özellik vektörü, modelin çıktısını üretir.

İşlev: Çok sınıflı sınıflandırma problemlerinde her sınıfa
ait olasılık dağılımını hesaplar.Çalışma Prensibi: Çıkış
katmanındaki nöron sayısı sınıf sayısına eşit olacak
şekilde ayarlanır ve softmax fonksiyonu her sınıfa ait
olasılık değerlerini verir. En yüksek olasılığa sahip sınıf,
modelin tahmini olarak belirlenir.

Soft Max Katmanı
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